
6. Überwac htes Lernen in KNN

1. Einleitung

2. Perzeptron

3. Mehrschichtnetze

4. Netze zum Lernen von Zeitreihen

5. Radiale Basisfunktionsnetze

6. Konstruktive Netze
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6.1 Einleitung

� Ein KNN soll eine beliebige Abbildung T : X ! Y lernen, d.h. zu jedem
Muster x � 2 X soll die zugehörige Netzausgabe y � 2 Y möglichst gleich
T � := T(x � ) sein

� Eingabevektoren: x 2 X mit

– X � Rm

– X � Zm

– X � f 0; 1gm

� Ausgabevektoren: y 2 Y mit

– Y � f 0; 1gn oder Y � Zn (Klassi�kation )
– Y � Rn (Approximation oder Regression)

� resultierendes Netz hat m Eingabeknoten und n Ausgabeneuronen
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� Ziel: Parameter des KNN sind derart einzustellen, dass Fehler

R[T] =
Z

X
k T(x) � y k dP(x; y )

minimiert wird (erwartete Fehler).

Probleme: Wahrscheinlichkeitsverteilung P(x; y ) auf X � Y ist unbekannt.

� Ansatz: Minimierung des empirisc hen Fehler s Auswahl einer Trai-
ningsmenge/Stichprobe mit M Vektorpaaren (x 1; T 1); : : : ; (xM ; T M ) und
Einstellung der Netzparameter, so dass der Trainingsfehler

R emp[T ] =
1

M

MX

� =1

k T � � y � k

minimiert wird (empirischer Fehler).

Problem: Fähigkeit des Netzes zur Generalisierung
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Exkur s: McCulloc h-Pitts Neuron

w = -1

w = 1

1x
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� Struktur eines Neurons
(McCulloch and Pitts, 1943):

� Funktionalität:

u =
mX

i =1

xi wi = x � w = hx; w i

y =
�

1 für u � �
0 für sonst

mit x 2 f 0; 1gm , w 2 f� 1; 1gm , � 2 Z

� Satz: Jede beliebige logische Funktion ist mit Netzen aus McCulloch-Pitts
Neuronen realisierbar.

� Lernen ist nicht möglich !
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6.2 Perzeptr on
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� Struktur eines Perzeptrons
(Rosenblatt 1958):

� Funktionalität:

u =
mX

i =1

xi wi = x � w = hx; w i

y =
�

1 für u � �
0 für sonst

mit x ; w 2 Rm und � 2 R

� äquivalente Formulierung mit Bias b := � � :

u =
mX

i =1

xi wi + b = x � w + b ; y =
�

1 für u � 0
0 für sonst
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� gelegentlich wird der Bias b = � � auch als Gewicht w0 eines weiteren
(konstanten) Eingangs x0 = 1 angesehen:

u =
mX

i =0

xi wi = x � w ; y =
�

1 für u � 0
0 für sonst

� Für m = 2 beschreibt die Gleichung x � w = 0 eine Gerade, die die Menge
aller Punkte x = (x1; x2) 2 R2 in zwei Halbräume P und N teilt:

w 1 2w w= (    ,     )

x  w < 0

> 0x  w

x2

1

P

N
x
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Idee des Perzeptr on Lernalgorithm us

� Lernproblem:

± X 1 enth�lt alle x mit f (x) = 1
X 0 enth�lt alle x mit f (x) = 0

± Existiert Gewichtsvektor w mit
x � w � 0 f�r alle x 2 X 1 und
x � w < 0 f�r alle x 2 X 0 ?

� Lernschritt:

± falls (x � w � 0 und x 2 X 1)
oder (x � w < 0 und x 2 X 0) :
w( t + 1) = w(t )

± falls x � w < 0 und x 2 X 1 :
w( t + 1) = w(t ) + x

± falls x � w � 0 und x 2 X 0 :
w( t + 1) = w(t ) � x

� Veranschaulichung für x1; x2 2 X0

und x3; x4 2 X1 bei � = 0:

4

3

2

1

(3)

x

x

x

x

(0)w

(1)w

w
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� einfachere Formulierung der Perzeptron-Lernregel:

Sei T 2 f 0; 1g der Wert des Lehrersignals (Sollausgabe) für das Eingabe-
muster x, dann kann Fehler � am Ausgang des Perzeptrons angegeben
werden: � = (T � y)
Hiermit lassen sich alle 3 Fälle des Lernschritts einheitlich beschreiben:
w(t + 1) = w(t) + � x = w(t) + (T � y)x

� oft wird eine zusätzliche Lernrate � > 0 verwendet:
w(t + 1) = w(t) + � � x = w(t) + � (T � y)x
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Lernalgorithm us für Perzeptr on:

Gegeben:
1 Neuron mit Schwellwert � 2 R, m Gewichte wi 2 R, i = 1; : : : ; m
Menge T mit von M Mustern x � 2 Rm mit Lehrersignalen T � 2 f 0; 1g

Schritt 1: Initialisierung
Setze wi (0); i = 1; : : : ; m und � (0) beliebig

Schritt 2: Aktivierung
Wähle Muster x � 2 X mit T � 2 f 0; 1g und berechne u = x � � w � �

Schritt 3: Ausgabe
Setze y = 1 für u � 0 bzw. y = 0 für u < 0
Berechne Differenz � = T � � y
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Schritt 4: Lernen
Adaptiere Gewichte: wi (t + 1) = wi (t) + � � x�

i
Adaptiere Schwellwert: � (t + 1) = � (t) � � �
(bei Standard Perzeptron-Lernregel : � = 1)

Schritt 5: Ende
Solange es in T noch Muster mit � 6= 0 gibt, gehe zurück
zu Schritt 2

Satz zur Konvergenz des Perzeptr on Lernalgorithm us:
(Minsky und Papert, 1969)

Ist das Klassi�kationsprob lem linear separierbar, dann �ndet der Perzeptron
Lernalgorithmus nach endlicher Anzahl von Lernschritten eine Lösung.
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Konvergenzbeweis des Perzeptr on Lernalgorithm us:

Annahmen und Vereinfachungen:

1. Es gibt einen Lösungsvektor w � mit jjw � jj = 1,
der X0 und X1 absolut linear separiert

2. Für alle x 2 X0 setze x = � x
) Für alle x 2 X = X0 [ X1 gilt: w � � x > 0

3. Alle Vektoren x 2 X sind normiert: jj x jj = 1

4. Gewichtsvektor w(t) hat x 2 X falsch klassi�zier t

Betrachte cos� =
w � � w(t + 1)

jjw � jj jjw (t + 1)jj
=

w � � w(t + 1)
jjw (t + 1)jj
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Zähler: w � � w(t + 1) = w � � (w(t) + x)
= w � � w(t) + w � � x
� w � � w(t) + �
� w � � w(0) + (t + 1)�

Nenner: jjw (t + 1)jj 2 = (w(t) + x) � (w(t) + x)
= jjw(t)jj 2 + 2w(t)x + jjx jj 2

� jjw (t)jj 2 + jjx jj 2

� jjw (t)jj 2 + 1
� jjw (0)jj 2 + (t + 1)

Einsetzen liefert: cos� �
w � � w(0) + (t + 1)�
p

jjw (0)jj 2 + (t + 1)

) t ist endlich, da stets gilt: cos� � 1
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Fehler�äc hen

� Eine Visualisierung des Fehlers am Ausgang eines Perzeptrons in Ab-
hängigkeit von den Gewichten bezeichnet man als Fehler�äche .

� Beispiele (für m = 2 Eingänge, � = 1):

1) Fehler��che der Funktion OR 2) Fehler��che der Funktion XOR
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Bemerkung en zum Perzeptr on

� Liegt statt eines Klassi�kationsprob lems mit zwei Klassen ein Klassi�kati-
onsproblem mit n Klassen vor, so werden i.a. n Perzeptronen verwendet.

Hierbei lernt Perzeptron i , die Muster der Klasse i von den Mustern aller
anderen Klassen j 6= i zu trennen.

� Anteil linear separierbarer Probleme sinkt bei Erhöhung der Eingabedi-
mensionalität m

Beispiel: linear separierbare Boole'sche Funktionen mit m Variablen

m Anzahl linear separierbarer Fkt. Anteil
2 14 (von 16) 87.5%
3 104 (von 256) 40.6%
4 1772 (von 65536) 2.7%

) Lösung: mehrschichtige Netze aus Perzeptronen ...
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� ein zweischichtiges Netz aus Perzeptronen kann konvexe Polygone klas-
si�zieren:

� ein dreischichtiges Netz aus Perzeptronen kann beliebige Mengen klassi-
�zieren:
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6.3 Mehrschic htig es Perzeptr on (MLP)

w

x

ki

ij

W

W

y
u

w

y

(1)

(1)

(1)

(2)

(2)

(1)

(2)

u(2)

� Idee: Lernen mittels Gradientenabstieg
(erfordert jedoch eine differenzierbare Transferfunktion ) Verwendung der sigmoiden
Funktion f (x ) = 1=(1 + exp( � � x )) anstatt der Schwellwertfunktion !)

� Aufbau eines zweischichtigen
MLP mit sigmoiden Neuronen:

� Berechnung der Netzausgabe y (2) :

u (1)
i =

mX

k=1

x k w (1)
k i � � (1)

i

y (1)
i = f (u (1)

i )

u (2)
j =

hX

i =1

y (1)
i w (2)

ij � � (2)
j

y (2)
j = f (u (2)

j )
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Lernen im mehr schic htig en Perzeptr on

Quadratischer Fehler am Netzausgang:

für Muster � : E� = kT � � y � k2 =
mX

j =1

(T�j � y�j )2

für alle Muster: E =
MX

� =1

E� =
pX

� =1

kT � � y � k2 =
MX

� =1

mX

j =1

(T�j � y�j )2

mit: m : Anzahl Neuronen der Ausgabeschicht
M : Anzahl Muster in der Trainingsmenge
T�j : Sollwert für Neuron j bei Muster �
y�j : Ausgabe von Neuron j bei Muster �
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Beispiel einer Fehler¯äche und eines Gradientenabstiegs:

w2 w1

Startpunkt

E

) häu�g Abstieg in lokale Minima !
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Herleitung der Error Backpr opagation Lernreg el

Für Gewichte wij = w(2)
ij der Ausgabeschicht gilt:

@E �

@wij
=

@

@wij
kT � y (2) k2

=
@

@wij

X

ej

(Tej � y (2)
ej

) 2 =
@

@wij
(Tj � y (2)

j ) 2

= � 2(Tj � y (2)
j )

@

@wij
f (

X

ei

y (1)
ei

weij )

| {z }
u (2)

j

= � 2(Tj � y (2)
j ) f 0(u (2)

j ) y (1)
i = � 2 y (1)

i � (2)
j

wobei � (2)
j = (Tj � y(2)

j ) f 0(u(2)
j ) den Fehler von Neuron j der Ausgabeschicht

für ein Muster bezeichnet
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Resultierende Lernregeln für Gewichte wij = w(2)
ij der Ausgabeschicht:

im Online-Modus:

(d.h. Anpassung der Gewichte nach der Pr�sentation eines einzelnen Musters � )

wij = wij � �
@E�

@wij
= wij + � y(1)

i � (2)
j

im Batch-Modus:

(d.h. Anpassung der Gewichte erst nach der Pr�sentation aller Muster � )

wij = wij � �
@E

@wij
= wij + �

X

�

y(1)
�i � (2)

�j
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Für Gewichte wki = w(1)
k i der versteckten Schicht gilt:

@E �

@wki
=

@E �

@y(1)
i

@y(1)
i

@wki
=

@

@y(1)
i

X

j

(Tj � y (2)
j ) 2 @y(1)

i

@wki

= � 2
X

j

(Tj � y (2)
j )

@

@y(1)
i

f (
X

ei

y (1)
ei

w (2)
ei j

| {z }
u (2)

j

)
@

@wki
f (

X

ek

x ek w ek i

| {z }
u (1)

i

)

= � 2
X

j

(Tj � y (2)
j ) f 0(u (2)

j )
| {z }

� (2)
j

w (2)
ij f 0(u (1)

i ) x k

= � 2
X

j

� (2)
j w (2)

ij f 0(u (1)
i )x k = � 2 x k � (1)

i

wobei � (1)
i =

P

j
� (2)

j w(2)
ij f 0(u(1)

i ) den Fehler von Neuron i der versteckten

Schicht für ein Muster bezeichnet
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Resultierende Lernregeln für Gewichte wki = w(1)
k i der versteckten Schicht:

im Online-Modus:

(d.h. Anpassung der Gewichte nach der Pr�sentation eines einzelnen Musters � )

wk i = wki � �
@E�

@wki
= wki + � xk � (1)

j

im Batch-Modus:

(d.h. Anpassung der Gewichte erst nach der Pr�sentation aller Muster � )

wk i = wki � �
@E

@wki
= wki + �

X

�

x�k � (1)
�i
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Error Backpr opagation Lernalgorithm us (Online) für MLP

Gegeben: Zweischichtiges m-h-n MLP
Menge T mit M Musterpaaren (x; T ) mit Eingabemustern
x = (x1; : : : ; xm ) 2 X und zugehörigen Lehresignalen T =
(T1; : : : ; Tn ) 2 Y

Schritt 1: Initialisierung

Setze alle w(1)
k i , w(2)

ij , � (1)
i und � (2)

j für k = 1; : : : ; m,
i = 1; : : : ; h, j = 1; : : : ; n auf kleine zufällige Werte

Schritt 2: Berechnung der Netzausgabe y (2) (Vorwärtsphase)
Wähle nächstes Muster x 2 X und berechne:

u(1)
i =

mP

k=1
xkw(1)

k i � � (1)
i und y(1)

i = f (u(1)
i ) für i = 1; : : : ; h

u(2)
j =

hP

i =1
y(1)

i w(2)
ij � � (2)

j und y(2)
j = f (u(2)

j ) für j = 1; : : : ; n
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Schritt 3: Bestimmung des Fehlers am Netzausgang

Berechne � (2)
j = (Tj � y(2)

j ) f 0(u(2)
j ) für j = 1; : : : ; n

Schritt 4: Fehlerrückvermittlung (Rückwärtsphase)

Berechne � (1)
i =

P

j
w(2)

ij � (2)
j f 0(u(1)

i ) für i = 1; : : : ; h

Schritt 5: Lernen
Adaptiere Gewichte: w(2)

ij = w(2)
ij + � y(1)

i � (2)
j

w(1)
k i = w(1)

k i + � xk � (1)
i

Adaptiere Schwellwerte: � (2)
j = � (2)

j � � � (2)
j

� (1)
i = � (1)

i � � � (1)
i

für k = 1; : : : ; m, i = 1; : : : ; h, j = 1; : : : ; n
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Schritt 6: Ende Epoche
Solange noch weitere Muster x 2 X vorhanden, gehe zurück
zu Schritt 2

Schritt 7: Ende Training

Berechne Fehler E =
MX

� =1

kT � � y � k2

Solange E > � und max. Anzahl Iterationen noch nicht
überschritten, gehe zurück zu Schritt 2

Bemerkung: Error Backpropagation Lernalgorithmus kann auch für MLPs mit
beliebig vielen Schichten verallgemeinert werden !
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Bemerkung en zum MLP mit Error Backpr opgation

� Schwellwerte � j wurden in Herleitung wegelassen; Lernregel resultiert aus
Betrachtung von � j als ein mit dem konstanten Eingang u0 = � 1 verbun-
denes Gewicht w0j = � j .

� einige sigmoide Funktionen und ihre Ableitungen:

± logistische Funktion: f (x ) = 1=(1 + e� x )
mit Ableitung f 0(x ) = e� x =(1 + e� x ) 2 = f (x )(1 � f (x ))

± Fermi-Funktion: f (x ) = 1=(1 + e� � x )
mit Ableitung f 0(x ) = � e� x =(1 + e� � x ) 2 = � f (x )(1 � f (x ))

± Tangens hyperbolicus: f (x ) = tanh (x ) = (ex � e� x )=(ex + e� x )
mit Ableitung f 0(x ) = 1= cosh2(x ) = 4=(ex + e� x ) 2

� die Ausgangsneuronen eines MLP dürfen auch lineare Neuronen sein:
f (x) = x, f 0(x) = 1
) sinnvoll bei Einsatz eines MLP zur Approximation !
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mögliche Trajektorie
bei Batch-Lernen:

mögliche Trajektorie
bei Online-Lernen:
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NETtalk als historisc he Anwendung von Backpr opagation

� Architektur des MLP: � Aufgabe: Lernens der Ausspra-
che einfacher englischer Sätze
[Sejnowski, Rosenberg 1986]

� Zahl korrekt ausgesprochener
Worte:
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Sätze zur Repräsentierbarkeit mit einem MLP

Zweischichtiges MLP mit sigmoiden Neuronen kann jede stetige Funktion
[0; 1]n ! [0; 1]m beliebig genau approximieren [Cybenko 89].

Korollar: Zweischichtiges MLP kann jede stetige Entscheidungsgrenze zwi-
schen zwei Klassen beliebig genau approximieren.

Zweischichtiges MLP mit sigmoiden Neuronen in der verdeckten Schicht und
linearen Neuronen in der Ausgangsschicht kann jede stetige Funktion mit
I n ! Rm auf einem kompakten Intervall I n � Rn beliebig genau approximie-
ren [Funahashi 89].

Zweischichtiges MLP mit linearen Ausgansneuronen kann jede stetige Funk-
tion mit I n ! Rm auf einem kompakten Intervall I n � Rn beliebig genau
approximieren, wenn die Transferfunktionen in der verdeckten Schicht be-
schränkt, stetig und nicht konstant sind [Hornik 91].
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Probleme von MLP und Error Backpr opagation

1. allgemeine Probleme eines Gradientenabstiegs:

a) Erreichen lokaler Minima
b) Flaches Plateau in der Fehler��che
c) Oszillationen
d) Überspringen guter Minima

2. kritische Wahl einer Lernrate �

3. kritische Wahl der Anzahl Neuronen h in der verdeckten Schicht

4. Sättigung
(im S�ttigungsbereich der sigmoiden Transferfunktion gilt f�r Neuron j : f 0(x j ) � 0)

5. hohe Symmetrie

6. gute zufällige Initialisierung aller Gewichte wij nötig
(typisch wij 2 [� 2

m ; 2
m ] bei einem MLP mit m Eingabeknoten)
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Veranschaulichung
von Problem 1:

(f�r eindimensionale
Fehler��che;
aus: [Zell 1994])
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Error Backpr opagation mit Momentumterm

� Idee: Berücksichtigung von Gewichtsänderung aus Schritt t � 1 in Schritt t

� Einführung eines Momentumterms (Rumelhart 1986):

� wij (t) = � �
@E(t)
@wij

+ � � � wij (t � 1) = � yi � j + � � wij (t � 1)

mit Momentumfaktor 0 � � < 1

� zwei Fälle:

a) sgn(� wij (t � 1)) = sgn(�
@E(t)
@wij

) ) Beschleunigung

b) sgn(� wij (t � 1)) 6= sgn(�
@E(t)
@wij

) ) Stabilisierung
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� Einsetzen liefert:

� wij (t) = � �
@E(t)
@wij

+ � � wij (t � 1)

= � �
@E(t)
@wij

+ �
�

� �
@E(t � 1)

@wij
+ � � wij (t � 2)

�

= : : :

= � �
tX

k=0

� k @E(t � k)
@wij

� effektive Lernrate für t ! 1 im Fall a): � eff = �
1X

k=0

� k =
�

(1 � � )

� Momemtum-Term ist nur bei Batch-Lernmodus sinnvoll !
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mögliche Trajektorie
ohne Momentumterm:

mögliche Trajektorie
mit Momentumterm:

(a) kleine Lernrate (b) große Lernrate

(a) kleine Lernrate (b) große Lernrate
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Quic kpr op

� Idee: Annäherung der Fehler-
funktion durch Parabel

� Lernregel (Fahlman 1989):

� wij (t) = � ij (t) � � wij (t � 1)

mit � ij ( t ) =
Sij ( t )

Sij ( t � 1) � Sij ( t )

und Sij ( t ) =
@E

@wij
( t )

� viele Sonderfälle (s. [Zell94]):

± f�r t = 0 oder � wij ( t � 1) = 0
gilt Backpropagation Lernregel

± f�r � ij ( t ) > � max gilt Lernregel
� w ij ( t ) = � max � � w ij ( t � 1)

S =
w

E

w(t-1)w(t+1) w(t)

E

t-1

t

t+1

Dw(t) Dw(t-1)

w

w
S(t+1)=0

S(t-1)

S(t)
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Super Self Adapting Backpr op (SuperSAB)

� Idee: gewichtsspezi�sche , adaptierbare Lernraten � ij

� SuperSAB Lernregel (Tollenaere 1990):

wij (t + 1) = wij (t) � � ij (t)
@E

@wij
(t)

mit � ij (0) = � start

� ij (t) =

8
>>>>><

>>>>>:

� + � � ij (t � 1) falls
@E

@wij
(t � 1)

@E
@wij

(t) > 0

� � � � ij (t � 1) falls
@E

@wij
(t � 1)

@E
@wij

(t) < 0

� ij (t � 1) sonst

� Typische Wahl der Parameter: � + = 1:1: : : 1:2, � � = 0:5: : : 0:8

� Verwendung nur im Batch-Lernmodus !
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Resilient Backpr opagation (RPROP)

� Problem aller bisher betrachteter Lernalgorithmen für MLPs: � w � �
@E
@w

d.h. auf �achen Plateaus der Fehler¯äche ist � w sehr klein;
auf steilen Flanken der Fehler¯äche ist � w sehr groß

� Idee : � w 6= f (�
@E
@w

), aber: � w = f (sgn(
@E
@w

))

� RPROP Lernregel (Riedmiller, Braun 1993):

� wij (t) =

8
>>>>>><

>>>>>>:

� � ij (t) falls
@E

@wij
(t) > 0

+� ij (t) falls
@E

@wij
(t) < 0

0 sonst
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